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Zusammenfassung
Dieser Artikel befasst sich mit der didaktischen 
Aufbereitung ausgewählter Aspekte des The-
menkomplexes der Wissensrepräsentation und 
der regelbasierten Systeme, die zu den klassi-
schen Teilgebieten der künstlichen Intelligenz 
zählen. Die didaktische Konzeption richtet sich 
dabei sowohl an den schulischen Bereich als 
auch an interdisziplinäre Studierende und wur-
de in der Vergangenheit sowohl im schulischen 
Umfeld als auch als Teil einer interdisziplinären 
universitären Lehrveranstaltung erprobt. Ne-
ben der Einführung einiger grundlegender As-
pekte werden verschiedene Beispiele angeführt 
und mithilfe der Antwortmengenprogrammie-
rung präsentiert. Ziel des Artikels ist es, die vor-
gestellten Konzepte nicht nur zu erläutern, son-
dern auch deren praktische Umsetzung in schu-
lischen und universitären Lehrveranstaltungen 
zu fördern – insbesondere auch für Studierende 
anderer Fachrichtungen als der Informatik. 
Lehrpersonen erhalten somit einen Einblick in 
einen KI-Ansatz, der auf Grundlage von model-
liertem Wissen erklärbare Schlussfolgerungen 
ermitteln können. Der Artikel schließt an einen 
Einführungsartikel zur künstlichen Intelligenz 
von 2021 in der Zeitschrift LOG IN (Nr. 195/196) 
an. Zugleich ist er in sich abgeschlossen und er-
fordert nicht zwingend Kenntnisse des vorheri-
gen Artikels. 

Einleitung
Die Repräsentation und Verarbeitung von Wis-
sen stellt ein traditionelles Teilgebiet der 
Künstlichen Intelligenz (KI) dar, das vielfältige 
Anwendungsmöglichkeiten bietet, etwa im Be-
reich der medizinischen Expertensysteme (Abu-
Nasser 2017) oder bei der Entwicklung von au-
tonom handelnden Agenten (siehe z. B.  Beierle, 
Kern-Isberner 2019; Kapitel 12). Im Gegensatz zu 
subsymbolischen KI-Verfahren im Kontext des 
maschinellen Lernens, bei denen numerische 
Methoden eine zentrale Rolle spielen, liegt Wis-
sen in wissensbasierten Ansätzen explizit in 
Form von Symbolen vor. Diese können bei-
spielsweise mit Regeln zueinander in Bezug ge-
setzt werden, um Zusammenhänge zu modellie-
ren. Dabei ist auch von Interesse, wie es einer 

Maschine ermöglicht werden kann, aus derart 
modelliertem Wissen Schlussfolgerungen zu 
ziehen, die denen menschlichen Denkens äh-
neln. Hierbei ist die Herleitung solcher Schluss-
folgerungen transparent und nachvollziehbar 
(„White-Box“-Prinzip), während subsymboli-
sche Methoden aufgrund ihrer numerischen 
Repräsentation diese Erklärbarkeit nicht von 
vornherein bieten („Black-Box“-Prinzip). Ziel 
des Artikels ist es, Lernenden einen alternati-
ven KI-Ansatz vorzustellen, bei dem Wissen 
nicht aus großen Datenmengen gelernt, son-
dern Wissen wird explizit mittels intuitiver Re-
geln modelliert und für die Ermittlung von wei-
teren Schlussfolgerungen verwendet wird. Der 
Artikel beschreibt hierbei anhand eingängiger 
Beispiele, wie Lernende Probleme mithilfe von 
Regeln modellieren und Lösungen ermitteln 
lassen können. Im folgenden Artikel werden die 
Grundlagen regelbasierter KI-Ansätze vermit-
telt und Möglichkeiten aufgezeigt, wie diese für 
Lernende sowohl im schulischen als auch im 
studentischen Kontext didaktisch aufbereitet 
werden können. Praxiserfahrung konnte hier 
bereits in den Stufen 7–9 sowie im Rahmen ei-
nes interdisziplinären Studienprogramms ge-
sammelt werden. Zunächst werden einige 
grundlegende Konzepte der Wissensrepräsen-
tation anschaulich eingeführt. Anschließend 
wird deren praktische Umsetzung am Beispiel 
der Antwortmengenprogrammierung (nach Lif-
schitz 2019) behandelt. Hierbei werden motivie-
rende Beispiele der Wissensmodellierung unter 
Verwendung der Antwortmengenprogrammie-
rung vorgestellt. Abschließend folgt eine kurze 
Zusammenfassung dieser Arbeit und eine kurze 
Diskussion der vorgestellten Ergebnisse.

Grundlegende Ideen der Wissensre-
präsentation
Eine bekannte Form der Wissensrepräsentation 
ist die aussagenlogische Modellierung. In der 
aussagenlogischen Modellierung werden Zu-
sammenhänge zwischen Aussagen formal be-
schrieben. Jede formale Aussage kann entwe-
der wahr oder falsch sein. 

Solche Aussagen können auch miteinander ver-
knüpft werden. Als erste Verknüpfung ist hier-
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bei die Konjunktion zu erwähnen, die durch das 
Symbol ∧ ausgedrückt wird. Sie dient dazu, 
mehrere formale Aussagen miteinander zu ver-
binden und auszudrücken, dass diese gleichzei-
tig wahr sein müssen. So kann man den Aus-
druck

regen ∧ wolken 

lesen als „Es regnet UND es ist bewölkt.“

Als zweite Verknüpfung ist in diesem Kontext 
die materiale Implikation zu nennen. Diese er-
möglicht es, ausgedrückt durch das Symbol „⇒“, 
Regeln der Form „Wenn …, dann …“ zu modellie-
ren. Der Ausdruck

a₁ ∧ a₂ ∧ … ∧ an ⇒ b

beschreibt beispielsweise die Regel „Wenn alle 
Aussagen a₁, a₂, …, an wahr sind, dann ist auch 
b wahr.“

Die linke Seite der Regel, genannt Prämisse, 
enthält somit die Bedingungen, unter denen 
die rechte Seite, genannt Konsequenz, gelten 
soll. So kann beispielsweise die Regel

regen ∧ spazieren ⇒ nass

interpretiert werden als: „Wenn es regnet und 
man spazieren geht, dann wird man nass.“

Die Aussagenlogik erlaubt darüber hinaus auch 
die Verwendung einer Negation. Für eine Aussa-
ge a bezeichnet ¬a, dass a sicher nicht gilt. Die 
Regel

regen ∧ zu_hause ⇒ ¬nass

kann somit den Satz modellieren: „Wenn es reg-
net und man zu Hause ist, dann wird man nicht 
nass.“

Für Übungen zur aussagenlogischen Modellie-
rung (sowie zu weiterführenden Inhalten) sei 
auf die Lernplattform ILTIS verwiesen (Schmel-
lenkamp 2019), auf der Lernenden logische 
Grundlagen der Informatik interaktiv vermittelt 
werden.

Exkurs: Wissensrepräsentation im Kontext 
von Agenten
Da sich viele Ansätze der KI – einschließlich sol-
cher aus dem Teilgebiet der Wissensrepräsen-
tation – anschaulich anhand eines Agentenmo-
dells (siehe z. B. Beierle und Kern-Isberner 2019; 
Kapitel 12) erläutern lassen, wird dieses Modell 
hier, aufbauend auf (Apeldoorn 2021), mit 
Schwerpunkt auf der Wissenskomponente be-
leuchtet.

Ein Agent stellt dabei eine eigenständig han-
delnde Einheit dar, die Teil einer Umgebung ist, 

diese durch Sensoren (eingeschränkt) wahr-
nimmt und durch ihre Entscheidungen bzw. den 
daraus resultierenden Aktionen die Umgebung 
verändern kann. Als Beispiele für dieses abs-
trakte Modell lassen sich etwa Roboter, auto-
nom fahrende Fahrzeuge, Smartphones oder 
bestimmte Computerprogramme, wie etwa KIs 
in Computerspielen, auffassen. Das Modell ist 
so allgemein gehalten, dass es prinzipiell auch 
zur Modellierung von Tieren oder Menschen ge-
eignet ist. Abbildung 1 zeigt eine klassische 
Darstellung des Agentenmodells mit einge-
zeichneter Wissenskomponente.

Im Folgenden liegt der Fokus auf der Wissens-
komponente, in der das Wissen eines Agenten 
derart hinterlegt ist, dass er aus den vorliegen-
den Sensorwerten „intelligente“ Schlussfolge-
rungen ziehen kann. Die Vorstellung des regel-
basierten Ansatzes anhand des Agentenmo-
dells dient hierbei zur Veranschaulichung; 
grundsätzlich ist er jedoch auf weitere Anwen-
dungskontexte übertragbar (z.B. medizinische 
Entscheidungsunterstützung (Thevapalan et al. 
2023b), biologische Netzwerke (Gebser et al. 
2010), logistische Lagerplanung (Thevapalan et 
al. 2023a), Musikkomposition (Boenn et al. 
2009)).

Modellieren von Wissen mittels Regeln – 
kein triviales Unterfangen
Wie lässt sich Wissen so repräsentieren, dass es 
sich zur maschinellen Verarbeitung und zum 
automatisierten Schlussfolgern eignet? Von 
wissenschaftlichem Interesse ist bei dieser Fra-
gestellung auch, inwiefern automatisiertes 
Schlussfolgern – ebenso wie andere Aspekte 
der Wissensverarbeitung, etwa die Eingliede-
rung von neuem Wissen in einen bestehenden 
Wissensstand – auf eine menschenähnliche 
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Abbildung 1: Agentenmodell mit eingezeichneter Wis-
senskomponente (angepasste Darstellung nach Apel-

doorn 2021 bzw. Beierle und Kern-Isberner 2019) – 
ähnliche Darstellungen finden sich auch in weiterer 

gängiger Literatur zum Thema
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Weise realisiert werden kann. Ein praktischer 
Nutzen besteht zum Beispiel darin, Systeme zu 
entwickeln, die ähnlich „intelligent“ wie Men-
schen Schlussfolgerungen ziehen oder die be-
sonders zugänglich in der Interaktion mit Men-
schen sind, da ihr Verhalten gut auf das 
menschliche Denken abgestimmt ist.

Im Folgenden wird in die Thematik Schritt für 
Schritt anhand von Beispielen eingeführt. Spä-
ter (im folgenden Abschnitt) werden Übungen 
vorgestellt, mit denen Lernende durch prakti-
sches Handanlegen die vermittelten Ansätze ei-
genständig nachvollziehen und vertiefen kön-
nen. Der vorgestellte Aufbau sowie die Beispie-
le und Übungen wurden über mehrere Jahre als 
Themenkomplex im Rahmen gemischter KI-Ar-
beitsgemeinschaften (Jahrgangsstufen 7–9) so-
wie mit einer Gruppe interdisziplinärer Studie-
render erprobt und lassen sich auch für die Ge-
staltung eigener Lehreinheiten nutzen. In Ab-
hängigkeit des Vorwissens der Lernenden, kann 
die Einführung in die Thematik einschließlich 
der Übungen in ca. zwei bis drei Schulstunden 
durchgeführt werden (wobei für die Übungen 
allein etwa ein bis zwei Schulstunden einge-
plant werden sollte). 

Zunächst wird ein Roboter als Agent betrachtet, 
dessen Wissen so modelliert wird, dass er auf 
verschiedenen Oberflächen fahren kann (vgl. 
dazu auch Apeldoorn 2023, Seiten 41–42). Die 
Wissensbasis wird hier – in Anlehnung an die 
Tradition logischer Programme (siehe dazu z.B. 
Gebser et al. 2012) – mittels Regeln zusammen-
gesetzt, die in der Literatur üblicherweise 
„rückwärtsgerichtet“ notiert sind: 

Konsequenz ← Prämisse.

Diese Regel lässt sich folgendermaßen lesen: 
„Wenn die Prämisse gilt, dann gilt auch die Kon-
sequenz.“ Die Prämisse ist eine Menge von Aus-
sagen (getrennt durch Kommata) und die Kon-
sequenz (in unserem Fall) genau eine Aussage. 
Die Prämisse einer Regel kann auch leer sein; in 
diesem Fall spricht man von einem Fakt, der be-
schreibt, dass die Konsequenz stets gilt. 

In der Praxis kann man die Wissensbasis in zwei 
Komponenten unterteilen. Die Problemkodie-
rung enthält dann die Regeln, die das generelle 
Problem modellieren, während die Problemin-
stanz die individuellen Informationen des kon-
kret vorliegenden Problems beschreibt (Gebser 
et al. 2012). Im Folgenden werden die Sensor-
werte des Roboters als Probleminstanz model-
liert. In Abhängigkeit von den aktuellen Sensor-
werten kann der Roboter auf Grundlage der 

Problemkodierung auf die nächste Aktion 
schließen.

Für den betrachteten Roboter soll zunächst das 
Wissen kodiert werden, das erforderlich ist, da-
mit er auf einer ebenen Oberfläche fahren 
kann. Der Begriff der ebenen Oberfläche wird 
der Einfachheit halber durch das Symbol ebe-
ne_flaeche und der des Fahrens durch das 
gleichnamige Symbol fahren repräsentiert. Dar-
aus ergibt sich folgende Regel:

Regel 1: fahren ← ebene_flaeche.

Regel 1 kann wie folgt interpretiert werden: 
„Wenn eine ebene Oberfläche vorliegt (d. h. 
wahrgenommen wird), kann der Roboter darauf 
fahren.“

In der hier gewählten Darstellung werden 
alle in den Regeln auftretenden Symbole ein-
heitlich kleingeschrieben, und sowohl Um-
laute als auch Leerzeichen vermieden, was 
die spätere Implementierung mittels Ant-
wortmengenprogrammierung (siehe dazu 
z.B. Gebser et al. 2012) erleichtert.

Wenn angenommen wird, dass der Roboter mit-
hilfe seiner Sensoren eine ebene Oberfläche 
wahrnimmt, kann dies durch eine entsprechen-
de Probleminstanz modelliert werden. Es erge-
ben sich die folgenden Regeln:

Fakt 1: ebene_flaeche.

Regel 1: fahren ← ebene_flaeche.

Der Agent leitet aus Fakt 1 ab, dass eine ebene 
Oberfläche vorliegt und schließt mithilfe von 
Regel 1 auf fahren, was dem gewünschten Ver-
halten entspricht.

Als intelligentes System soll der Roboter aber 
nicht nur über reines Aktionswissen verfügen, 
sondern auch über Wissen hinsichtlich der 
Welt, in der er sich befindet. Zu diesem Zweck 
wird eine weitere Regel ergänzt, die besagt, 
dass eine Eisfläche als ebene Oberfläche zu be-
trachten ist. Die resultierende Problemkodie-
rung lautet:

Regel 1: fahren ← ebene_flaeche.

Regel 2: ebene_flaeche ← eisflaeche.



Wird nun der Fall betrachtet, dass der Roboter 
mittels seiner Sensoren eine Eisfläche wahr-
nimmt, ergibt sich folgende Wissensbasis:

Fakt 1: eisflaeche.

Regel 1: fahren ← ebene_flaeche.

Regel 2: ebene_flaeche ← eisflaeche.

In diesem Szenario liegt eisflaeche als Fakt vor. 
Mithilfe von Regel 2 kann der Roboter folgern, 
dass es sich dabei um eine ebene Oberfläche 
handelt und daraufhin, unter Anwendung von 
Regel 1, auf fahren schließen. Da das Fahren auf 
Eis für den Roboter als riskant betrachtet wird, 
ist dieses Ergebnis unbefriedigend und wir 
müssen die Regeln entsprechend anpassen. 
Wie kann das gewünschte Verhalten des Robo-
ters unter Berücksichtigung solcher Regeln kor-
rekt hergestellt werden?

Ein naheliegender Ansatz besteht darin, die 
Problemkodierung des Roboters, die bisher aus 
zwei Regeln besteht, um eine weitere Regel zu 
ergänzen, welche das Fahren auf Eis unterbin-
det. Zu diesem Zweck wird der Wissensbasis 
eine entsprechende dritte Regel hinzugefügt:

Regel 1: fahren ← ebene_flaeche.

Regel 2: ebene_flaeche ← eisflaeche.

Regel 3: ¬fahren ← eisflaeche.

In Regel 3 stellt das Zeichen ¬ die Negation dar. 
Regel 3 ist folglich zu lesen als „Wenn eine Eis-
fläche vorliegt, dann gilt ein Fahrverbot.“

Wird erneut angenommen, dass der Roboter 
mithilfe seiner Sensoren ebene_flaeche wahr-
nimmt, kann er nach wie vor mit Regel 1 direkt 
auf fahren schließen, was dem gewünschten 
Verhalten entspricht.

Bei Betrachtung des Falles, in welchem eisflae-
che wahrgenommen wird, zeigt sich jedoch fol-
gendes Problem: Mithilfe der neuen Regel 3 
kann der Roboter zwar unmittelbar auf ¬fahren
schließen. Jedoch kann er jedoch über Regel 2 
auf ebene_flaeche und dann über Regel 1 eben-
falls auf fahren schließen. Damit ist das ur-
sprüngliche Problem nicht behoben, sondern 
im Gegenteil verschärft: Für eine Instanz mit der 
Wahrnehmung eisflaeche resultieren nun zwei 
widersprüchliche Schlussfolgerungen – fahren
und ¬fahren –, und das, obwohl jede einzelne 
Regel für sich genommen plausibel ist.

An dieser Stelle können Lernende aufgefordert 
werden, eigene Lösungsansätze zu entwickeln. 
Lernende haben dabei üblicherweise Probleme, 
sich Lösungen vorzustellen, die auch in größe-
ren und komplexeren Wissensbasen funktionie-
ren, sowie sich auf die Trennung der Repräsen-
tation und Inferenz von der inhaltlichen Model-
lierung einzulassen. Erwartbare Ansätze könn-
ten demnach unter anderem folgende sein:

• Entfernen von Regel 2: 
Eine mögliche Gegenfrage hierzu lautet: 
Würde der Roboter dann nicht jegliches 
Wissen über seine Umgebung verlieren, ob-
wohl das Wissen, dass eine Eisfläche eine 
ebene Oberfläche ist, für sich genommen 
keine direkte Auswirkung auf die Fahrfähig-
keit hat? Eine solche Einschränkung ver-
deutlicht, wie schwierig die Modellierung 
von „intelligenten“ Systemen bei komple-
xen Wissensbasen sein kann.

• Verwendung von Prioritäten: 
Ein häufig genannter Ansatz lautet, Regel 3 
höher zu priorisieren als Regel 2. Dabei 
stellt sich jedoch die Frage: Auf welcher 
Grundlage wird die Priorität bestimmt? In 
anderen Situationen könnte vielleicht ge-
nau das Gegenteil wünschenswert sein. 
Darüber hinaus müsste man hierfür mögli-
cherweise die abstrakte Ebene verlassen 
und einzelne Symbole inhaltlich interpre-
tieren, um ihre relative Wichtigkeit in spezi-
fischen Kontexten zu beurteilen. Gesucht ist 
daher ein generischerer, formal begründe-
ter Ansatz.

Als weitere Lösung aus dem Bereich der symbo-
lischen Wissensrepräsentation, beispielsweise 
der Default-Logik (Antoniou 1999, Reiter 1980), 
besteht in der Verwendung einer zweiten „wei-
cheren“ Negation – der sogenannten Default-
Negation – im Folgenden mit „not“ bezeichnet. 
Im Gegensatz zur strikten Negation ¬, bei der 
Wissen darüber vorliegen muss, dass eine Aus-
sage nicht gilt, drückt die Default-Negation aus, 
dass kein Wissen darüber vorliegt, ob eine Aus-
sage gilt oder nicht.

Als anschauliches Beispiel dazu wird zunächst 
eine „intelligente“ Außenbewässerungsanlage 
betrachtet. In einem solchen System könnte 
beispielsweise die folgende Regel unter Ver-
wendung strikter Negation implementiert sein:

giessen ← ¬regen.

Diese ist zu lesen als: „Wenn es nicht regnet, 
dann (die Blumen) gießen.“ In diesem Fall muss 
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die Bewässerungsanlage explizit feststellen, 
dass es nicht regnet; die Information ¬regen
muss also über die Sensorik verfügbar sein.

Betrachtet man hingegen dieselbe Regel unter 
Verwendung der Default-Negation, also

giessen ← not regen. 

so wird das Gießen „vorsichtshalber“ durchge-
führt. Das bedeutet, die Blumen werden gegos-
sen, wenn entweder explizit bekannt ist, dass 
es nicht regnet (¬regen), oder wenn der Agent 
keine definitive Information darüber hat, ob 
Regen vorliegt. Beispielsweise würde in einem 
Fall mit einer einzigen Beobachtung sonne ge-
gossen werden, da weder regen noch ¬regen
vorliegt. Einzig wenn der Agent eindeutig Regen 
feststellt, wird das Gießen unterlassen.

Wie trägt Default-Negation nun zur Lösung des 
Roboterbeispiels bei?

Durch die Einführung der Default-Negation 
lässt sich modellieren, dass der Roboter nur 
dann fahren soll, wenn nicht explizit bekannt 
ist, dass er dies nicht tun darf. Das angepasste 
Wissen des Roboters kann daher wie folgt for-
malisiert werden:

Regel 1': fahren ← ebene_flaeche, not ¬fahren.

Regel 2: ebene_flaeche ← eisflaeche.

Regel 3: ¬fahren ← eisflaeche.

Nimmt der Roboter jetzt ebene_flaeche wahr, 
kann er nach wie vor mittels der modifizierten 
Regel 1' auf fahren schließen, da ¬fahren nicht 
bekannt ist. Wird hingegen eisflaeche wahrge-
nommen, kann der Roboter mit Regel 2 zu-
nächst auf ebene_flaeche schließen und über 
Regel 3 dann ¬fahren ableiten. Da Regel 1' in ih-
rer Prämisse neben ebene_flaeche auch „not 
¬fahren“ benötigt, wird deren Anwendung in 
diesem Fall unterbunden. Der Roboter gelangt 
somit zu den korrekten Schlussfolgerungen, 
dass es sich bei einer Eisfläche zwar um eine 
ebene Oberfläche handelt, er jedoch nicht auf 
ihr fahren sollte.

Dieses Wissen lässt sich darüber hinaus flexibel 
erweitern. So könnte beispielsweise durch die 
zusätzliche Regel

Regel 4: ebene_flaeche ← holzflaeche.

eine weitere Art ebener Oberfläche berücksich-
tigt werden. Der Roboter würde dann grund-
sätzlich über eine ebene Oberfläche fahren, es 
sei denn, es liegt ein Sachverhalt vor, der expli-
zit auf ¬fahren schließen lässt (etwa eine rote 
Ampel oder ein Hindernis, vgl. dazu auch (Apel-
doorn 2021)). Der Roboter fährt so „defaultmä-
ßig“ auf ebenen Oberflächen, während Abwei-
chungen explizit durch Ausnahmeregeln mo-
delliert werden können.

Alternativ könnte man grundsätzlich hier die 
Ausnahmen auch direkt in die Regel, die auf 
fahren schließen lässt, aufnehmen. 

Regel 1'': fahren ← ebene_flaeche, not eisflaeche.

Diese Variante führt zum selben Verhalten wie 
die Regel 1'. Jedoch ist zu beachten, dass dann 
bei einer Erweiterung der Wissensbasis um zu-
sätzliche Ausnahmen auch Regel 1'' entspre-
chend erweitert werden müsste.

Antwortmengenprogrammierung (ASP)
Die Antwortmengenprogrammierung (engl. Ans-
wer Set Programming, kurz ASP) (Gelfond und 
Lifschitz 1991, Lifschitz 2019) stellt eine Imple-
mentierung der zuvor vorgestellten Konzepte 
dar (insbesondere Default-Negation). Ein Ant-
wortmengenprogramm ist eine Menge von Re-
geln, mit deren Hilfe sich eine Wissensbasis be-
schreiben lässt. 

In der Syntax von ASP wird der Regelpfeil „←“ 
durch das Symbol „:-“ dargestellt, die strikte 
Negation durch „-“, und die Default-Negation 
durch „not“. 

Das folgende Antwortmengenprogramm be-
schreibt die Wissensbasis des in Abschnitt 2.2 
betrachteten Roboters, erweitert um den wahr-
genommenen Sensorwert eisflaeche:

fahren :- ebene_flaeche, not -fahren.

ebene_flaeche :- eisflaeche.

-fahren :- eisflaeche.

eisflaeche.

Die Semantik von Antwortmengenprogrammen 
wird durch sogenannte Antwortmengen be-
schrieben. Eine Antwortmenge repräsentiert 
eine Lösung des durch das Antwortmengenpro-
gramm modellierten Problems. Ein solches Pro-
gramm kann keine, eine oder mehrere Antwort-
mengen besitzen. Die Berechnung dieser Men-



gen kann automatisiert mittels spezieller ASP-
Solver erfolgen. Ein weit verbreitetes System ist 
in diesem Zusammenhang clingo (Gebser et al. 
2018).

Die aktuelle Web-Version des Solvers ist unter 
https://potassco.org/clingo/run/ zu finden.

Wird clingo auf das zuvor angegebene Programm 
angewendet, ergibt sich folgende Antwortmen-
ge:

{-fahren, ebene_flaeche, eisflaeche}

Der Roboter hat somit korrekt geschlussfolgert, 
dass es sich um eine ebene Oberfläche handelt 
und dass er auf dieser nicht fährt.

Das oben dargestellte Beispiel kann mit Lernen-
den auch schrittweise nachvollzogen werden, 
z.B. nach dem zuvor erläuterten Schema.

Im Folgenden werden zwei exemplarische Übun-
gen vorgestellt, die Lernenden die Verwendung 
von Antwortmengenprogrammierung durch ei-
genes Handanlegen praktisch näherbringen soll. 
Ziel der ersten Übung ist die Vermittlung, wie 
Wissen mittels Antwortmengenprogrammierung 
kompakt dargestellt und wie sich dieses Wissen 
auch für unvorhergesehene Situationen nutzen 
lässt. In der zweiten Übung wird thematisiert, 
wie alternative Schlussfolgerungen aus model-
liertem Wissen entstehen und wie diese inter-
pretiert werden können. Dabei wird zunächst 
eine abstrakte Modellierung betrachtet und im 
Anschluss eine exemplarische Anwendung auf-
gezeigt. Hierbei ist zu betonen, dass sich die vor-
gestellten Konzepte auch auf größere Beispiele 
übertragen lassen. 

Übung 1: Ein „intelligenter“ Freizeitkalender
Der Schüler/Student Hans ist in seiner Freizeit 
sehr aktiv. An den unterschiedlichen Wochenta-
gen geht er folgenden Aktivitäten nach:

• Montags geht er schwimmen.

• Dienstags geht er joggen.

• Mittwochs liest er.

• Donnerstags geht er schwimmen.

• Freitags geht er schwimmen.

• Samstags geht er ebenfalls schwimmen.

• Sonntags ruht er sich aus.

Lernende können nun zunächst den Wochen-
plan von Hans in naiver Form (d. h. eine Regel für 
jeden Tag) als Antwortmengenprogramm umset-
zen und ausprobieren, ob die richtigen Aktivitä-
ten geschlussfolgert werden, wenn ein bestimm-
ter Wochentag als Fakt hinzugefügt wird.

Naive Lösung mit Montag als hinzugefügtem Wo-
chentag:

schwimmen :- montag.

joggen :- dienstag.

lesen :- mittwoch.

schwimmen :- donnerstag.

schwimmen :- freitag.

schwimmen :- samstag.

ausruhen :- sonntag.

montag.

Im Anschluss sollen die Lernenden jetzt versu-
chen, das Antwortmengenprogramm (mithilfe 
der Default-Negation) kompakter (d. h. mit weni-
ger Regeln) zu gestalten.

Lösung mit Default-Negation:

schwimmen :- not dienstag, 
             not mittwoch.

joggen :- dienstag.

lesen :- mittwoch.

ausruhen :- sonntag.

montag.

Diese Modellierung geht davon aus, dass Hans 
normalerweise schwimmen geht, sofern keine 
anderen Aktivitäten (Joggen oder Lesen) geplant 
sind. Neben der Kompaktheit bietet diese Varia-
nte auch den Vorteil, dass auch Schlussfolgerun-
gen für andere Tage gezogen werden können: 
Stellt jemand die Anfrage an den Kalender, was 
Hans an einem Brückentag macht (d. h. würde 
man den Fakt „montag.“ durch den Fakt „brueck-
entag.“ ersetzen), würde ebenfalls „schwimmen“ 
geschlussfolgert werden (was in Anbetracht der 
Tatsache, dass er häufig schwimmen geht, eine 
sinnvolle Annahme sein könnte). Im Beispiel 
ohne Default-Negation hätte diese Schlussfolge-
rung nicht gezogen werden können.

Übung 2: Mehrere Antwortmengen
Die Lernenden sollen sich in dieser Übung über-
legen, wie ein einfaches (abstraktes) Antwort-
mengenprogramm aussehen könnte, welches 
zwei Antwortmengen liefert (Tipp: mit Default-
Negation arbeiten). 

Einfaches Beispiel: 

a :- not b.

b :- not a.

c.
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Beim Lösen des Antwortmengenprogramms 
entstehen folgende Antwortmengen: 

{a, c}, {b, c}

Aus mehreren Antwortmengen kann man die 
Vereinigungsmenge bilden, wenn man „leicht-
gläubig“ alle Schlussfolgerungen haben möch-
te, die in irgendeiner Antwortmenge auftreten 
(es besteht dann die Gefahr, dass Widersprüch-
liches enthalten ist). Im obigen Programm kann 
man somit a, b und c leichtgläubig schlussfol-
gern. Ebenso ist es möglich, die Schnittmenge 
über alle Antwortmengen zu bilden – man 
schlussfolgert also nur das, was in allen Ant-
wortmengen gemeinsam enthalten ist. Letzte-
res stellt eine „skeptische“ Art des Schlussfol-
gerns dar und kann dadurch vielleicht eine ge-
wisse „Sicherheit“ hinsichtlich der Schlussfolge-
rungen bieten, was allerdings auch zum Nachteil 
hat, dass zumeist eher weniger (interessante) 
Schlussfolgerungen geliefert werden. Im obigen 
Programm wird somit c skeptisch geschlussfol-
gert. Dass man auch mit letzterem Ansatz um-
sichtig umgehen sollte, wird noch am Ende der 
Aufgabe thematisiert.

Die Lernenden können sich nun ein reales Bei-
spiel überlegen, auf das das vorgestellte Ant-
wortmengenprogramm mit zwei Antwortmengen 
passt. 

Eine mögliche Lösung aus dem medizinischen 
Bereich könnte sein:

Ein Patient benötigt ein Schmerzmittel und Phy-
siotherapie (c). Für das Schmerzmittel stehen 
zwei Alternativen (a, b) zur Verfügung. Ein medi-
zinisches Entscheidungsunterstützendes System 
soll dem behandelnden Arzt nun behilflich sein, 
mögliche Behandlungsalternativen aufzuzeigen.

Was würden die unterschiedlichen Schlussfolge-
rungsarten (Vereinigungsmenge vs. Schnittmen-
ge der Antwortmengen) in diesem Beispiel be-
deuten?

In diesem Zusammenhang werden Lernende für 
die Auswirkungen von maschinellen Entschei-
dungsvorschlägen insbesondere im Kontext 
medizinischer Anwendungen sensibilisiert: Ler-
nende sollen hier darüber nachdenken oder 
diskutieren, welche Auswirkungen die unter-
schiedlichen Schlussfolgerungsansätze in einer 
solchen Situation haben könnten: 

• Im Falle des „leichtgläubigen“ Schlussfolge-
rungsansatzes würde der Patient zwei 
Schmerzmittel bekommen. 

• Im Falle des „skeptischen“ Schlussfolge-
rungsansatzes, „vorsichtshalber“ keines, 
denn nur die Physiotherapie ist hier in bei-
den Antwortmengen enthalten.

Betrachtet man die Antwortmengen einzeln, er-
hält man (zumindest in diesem Beispiel!) zwei 
mögliche sinnvolle Therapievorschläge.

Die hier vorgestellten Übungen bieten den Ler-
nenden einen einfachen Einstieg in die Wis-
sensrepräsentation und in die Antwortmengen-
programmierung. Darauf aufbauend können 
Lernende Agenten für kombinatorische Spiele 
(z.B. Sudoku (Finkel 2023)) oder weitere Ent-
scheidungsprobleme (z.B. Damenproblem und 
Springerproblem (da Silva et al. 2019)) entwi-
ckeln. Anhand derartiger Beispiele wird deut-
lich, dass sich die Überlegungen, die sich in 
kleinen Beispielen ergeben haben, auf größere 
Problemszenarien übertragen lassen. 

Fazit
In diesem Beitrag wurden grundlegende Kon-
zepte der Wissensrepräsentation unter Verwen-
dung regelbasierter Systeme vorgestellt. Solche 
Systeme bieten einen intuitiven Ansatz zur Mo-
dellierung und Lösung von Entscheidungspro-
blemen, insbesondere auch im Kontext agen-
tenbasierter Ansätze. Wird das Wissen eines 
Agenten in Form von Regeln modelliert, können 
davon Handlungsentscheidungen des Agenten 
abgleitet werden.

Zur Implementierung wurde hier die Antwort-
mengenprogrammierung gewählt und grundle-
gende Konzepte vorgestellt. Mittels zweier un-
terschiedlicher Arten von Negationen wird da-
bei ermöglicht, Wissen kompakt darzustellen, 
daraus Schlussfolgerungen zu ziehen (auch in 
unvorhergesehenen Situationen) und wider-
sprüchliche Schlussfolgerungen zu vermeiden.
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